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Abstract: A groundwater remediation optimization problem through pump-and-treat technique is presented. Two
objectives were pursued: 1) contaminant plume minimization; and 2) total cost minimization of remediation. Two
multi-population evolutionary algorithms together with the artificial neural network (ANN) technology were em-
ployed in order to solve this problem. Pump rates from wells were sent to ANN that computes the remained contam-
inant mass left in the site. The ANN outcomes were sent to evolutionary algorithms to execute optimization process.

Keywords: Aquifer. Minimization. Contaminant plume. Cost.

Resumo: Apresenta-se um problema de otimizacdo da remediacdo de aguas subterrdneas por meio da técnica bom-
bear-e-tratar. Dois objetivos sdo perseguidos: 1) minimizar a pluma contaminante; e 2) minimizar o custo total da
remediagdo. A resolugdo desse problema é feita aplicando-se dois algoritmos evolucionérios (AE) multipopulagéo
juntamente com a tecnologia de redes neurais artificiais (RNA). As vazdes dos pocos sdo colhidas para a RNA, que
calcula a massa restante de contaminante no sitio. As respostas dadas pela rede séo avaliadas pelos algoritmos evo-

lucionérios a fim de efetuar a otimizacéo.

Palavras-chave: Aquifero. Minimizacdo. Pluma contaminante. Custo.

INTRODUCAO

A contaminacdo de aguas subterraneas
apresenta prejuizos potenciais que vdo desde os
financeiros até o risco de morte de pessoas e ani-
mais. O comprometimento do solo para fins de
agricultura, por exemplo, € um dos muitos prejui-
zos financeiros. Um dos mais graves acidentes
envolvendo contaminagdo de aguas subterraneas é
0 de Bangladesh, do qual tomou-se conhecimento
em 1993, sendo confirmado em 1995. Entre os
paises que evidenciaram contaminagdo por arsé-
nio em larga escala estdo Gana, Taiwan, norte da
China, Hungria, Grécia, Austria, México, Chile,
Argentina e Estados Unidos (LIANA JOHN,
2003).

Por outro lado processos de remediacéo
em geral requisitam custos altissimos. Portanto, as
técnicas de simulacdo/otimizacdo da remediagéo
apresenta-se como uma ferramenta imprescindivel
para tomadores de decisdo na gestdo de recursos
hidricos. No intuito de se obter ferramentas apro-
priadas a resolucdo do problema de otimizacao de
sistemas de bombeamento-e-tratamento muitos
pesquisadores vém aplicando diversas técnicas:
redes artificiais neurais (ROGERS & DOWLA,
1994); programacdo linear (AGUADO et al.,
1974; MORGAN et al., 1993; BLANKS &
FLECK, 1999; AHLFELD et al., 1988; AHL-
FELD & MULLIGAN, 2000); programacdo di-
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namica diferencial com restricio (CHANG &
HSIO, 2002); programacdo ndo-linear (MCKIN-
NEY & LIN, 1995; GORELICK et al., 1984);
programacdo quadratica (LEFKOFF and GORE-
LICK, 1986); hibridacdo simulada (DOU-
GHERTY & MARRYOTT, 1991); plano de corte
(KARATZAS and PINDER, 1996); algoritmos
genéticos (ERICKSON et al., 2002; GUAN &
ARAL, 1999; ESPINOZA, 2003; PARK &
ARAL, 2004; SINHA & MINSKER, 2007). Rao e
Jamieson (1997), e.g., treinaram uma RDA utili-
zando modeladores de fluxo e de transporte para
predizer os resultados das diversas combinacdes
de taxas de bombeamento em pocos de extracéo e
de injecdo, a qual foi aplicada juntamente com um
algoritmo genético mono-obejetivo para resolver
um problema de remediacdo de aguas subterra-
neas.

O processo de otimizagdo na remediagdo
de &guas subterraneas é geralmente um problema
ndo-linear e ndo-convexo, 0 que sugere o0 emprego
de métodos evolucionarios como op¢do robusta e
confiavel. Além do mais, surgem naturalmente
dois problemas conflitantes: o custo da remedia-
cao e o nivel de limpeza do sitio. Isto significa
gue ndo é possivel melhorar um dos objetivos sem
piorar o outro. Portanto, o ponto crucial da otimi-
zagdo bi-objetivo é a obtencdo da curva de troca
entre esses dois tipos de objetivos (TOKOS et al.,
2013).

Para proceder a otimizacdo, ha a possibi-
lidade de acoplar ao AE os modeladores de fluxo
de &guas subterraneas MODFLOW (MCDONAL
& HARBAUGH, 1988) juntamente com o de
transporte  multiespécies MT3DMS (ZHENG,
1990). Sem embargo, isso tornaria o custo compu-
tacional consideravelmente alto. Para evitar esse
inconveniente, uma RNA foi treinada a partir das
simulacbes feitas pelo MODFLOW e pelo
MT3DMS, de modo a obter a massa restante de
contaminante quando varidvamos a taxa de bom-
beamento dos pocos.

METODOLOGIA

Algoritmos Evoluciondrios

Os modelos histéricos da Computagdo
Evolucionéria sdo quatro: Programacdo Evolucio-
néria (FOGEL et al., 1966), Estratégias Evolucio-
nérias (RECHEUBERG, 1973), Algoritmos Gene-
ticos (HOLLAND, 1975) e Programacdo Genética
(KOZA, 1992). Segundo Sivanandam e Deepa
(2008), a diferencga entre esses métodos reside na
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natureza dos esquemas de representacgao, nos ope-
radores de reproducao e nos métodos de sele¢éo.

Os AE sdo baseados nos processos adap-
tativos dos seres vivos: comportamento social,
isto €, a forma de interagir entre os individuos de
uma espécie; e luta pela sobrevivéncia, ligada ao
ambiente externo de maneira geral. As relacdes
entre individuos de dada espécie, e entre estes e
seu habitat sdo traduzidas para uma linguagem
algoritmica, no intuito de obter solugdes 6timas
para problemas do mundo real. A inspiragdo nos
processos dos seres vivos faz sentido desde que a
natureza tende a otimizar seus processos. Uma
gota de chuva, e.g.; tende a assumir a forma de
uma superficie minima (de curvatura média igual
a zero), a saber, a forma de uma esfera e, dai, ira
sofrer menos acéo das forcas de resisténcia, cain-
do o mais réapido possivel.

Redes Neurais Artificiais

O modelo constitui-se em uma RNA do
tipo alimentada adiante feedforward, treinada pelo
algoritmo de retro-propagacéo de erro (HAYKIN,
1999), modelo utilizado como base para obter a
massa restante de contaminante ao variar-se as
taxas de bombeamento dos pogos. A implementa-
cdo da RNA foi elaborada por meio da plataforma
MATLAB®O.

A arquitetura da RNA tem a seguinte
formatagdo: uma camada de entrada, uma oculta
(ou intermediaria) e uma camada de saida. A de
entrada possui dois neurdnios, representando as
taxas diarias de bombeamento nos dois pocos
Q1(t) e Q2(t). Na camada oculta, 0 nimero de
neurdnios foi determinado por um processo base-
ado em tentativa-e-erro, sendo os melhores resul-
tados obtidos com dois neurdnios na camada in-
termediaria. O Unico neurdnio da camada de saida
representa o valor da porcentagem de contaminan-
te restante RE(t).

Foi escolhida a topologia da rede do tipo
alimentada adiante, i.e.; as conexdes ocorrem a
partir da camada de entrada para a camada oculta,
e da camada oculta para a camada de saida. A
Figura 1 ilustra a topologia do modelo da RNA.

Para relacionar as entradas com as saidas
da RNA, é preciso funcdes diferenciaveis e conti-
nuas. A funcdo sigmdide é uma boa funcdo de
ativacdo para cada neurdnio porque seu compor-
tamento é geralmente aceitdvel (HAYKIN, 1999).
Para os neurdnios da camada oculta, funges sig-
mdides foram usadas, enquanto no neurdnio de
saida uma funcéo linear foi utilizada.
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Figura 1 — Topologia da RNA
Figure 1 — ANN Topology

Escolheu-se para a calibragdo da RNA o
algoritmo de retro-propagacéo de erro, com o qual
ja se obteve sucesso em diversos campos da enge-
nharia. O algoritmo Levenberg-Marquardt (LM)
foi empregado para retro-propagacdo. Hagan e
Menhaj (1994) fornecem uma explicagdo detalha-
da do algoritmo LM. A calibragdo da RNA é do
tipo supervisionado — 0s pesos sinapticos e niveis
de bias entre os neurénios sdo ajustados por meio
das iteracOes (ou épocas) com o intuito de adequar

300 m

uma série de dados de entrada a outra série de
respostas conhecidas. A calibracdo da RNA é
encerrada pelo processo conhecido como “early
stopping method” (DEMUTH e BEALE, 2005).
Nele, os dados de calibracdo sdo divididos em
dois subconjuntos, a saber, um de treinamento e
outro de validagdo. O de treinamento é utilizado
para calcular gradientes e ajustar 0s pesos e niveis
de bias. J& o de validacdo tem seus erros monito-
rados objetivando evitar “overfitting” dos dados
e, consequentemente, melhorar o grau de genera-
lizacdo da RNA. A parada calibracdo ocorre
guando o erro no subconjunto de validacdo cresce
por um certo nimero de iteragdes.

Esquema da Otimizagéo

Considera-se um sitio hipotético com 300
m de largura e 450 m de comprimento. A profun-
didade do aquifero é de 10 m e um fluxo constan-
te é estabelecido em suas fronteiras leste e oeste,
além de assumir-se a homogeneidade e a isotropia
para esse aquifero. A fonte de contaminante ativa
sobre o sitio permanece por 365 dias, atingindo
certa massa inicial MI. Dada a desativagdo da
fonte de contaminacdo, segue-se o processo de
remediacdo. Um esboco da vista plana do aquifero
com dois pocos de extracdo e a fonte de contami-
nante é mostrado na Figura 2.

- sem fluxo e
P N 5
= N —
5 LI
S : Pocos de a
o Fonte de Contaminante Dt ®
@ | Extracao =
o
= Q
(1]
[&] v /\, &
" @ o 3
sem fluxo
450 m s

Figura 2 — Vista plana do sitio hipotético com a fonte de contaminante e dois pogos de extracéo
Figure 2 — Flat view of hypothetical site with contaminant source and two extraction wells

A fonte de contaminante dista 150 m da
borda leste e da borda norte do aquifero. A 130 m
da fonte, loca-se 0 pogo 1, enquanto que o segun-
do poco é locado de forma a ser colinear com a
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fonte e o primeiro poco, 50 m distante do primei-
ro. No Quadro 1 encontram-se 0s demais parame-
tros assumidos para o aquifero.
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Quadro 1 — Parametros do aquifero hipotético
Square 1 — Hypothetical aquifer parameters

Porosidade 0.3 | Dispersividade Longitudinal 10m
Condutividade Hidraulica 45 m/dia | Dispersividade Transversal 3m
Comprimento 450 m | Largura 300 m

Em cada poco, a taxa de bombeamento
maxima é de 250 m®/dia. Uma restricdo adicional
a fim de garantir a maior influéncia de um poco
no outro é a de que a diferenca entre as taxas de
bombeamento ndo seja superior a 15 m¥/dia.

Para simular o fluxo de agua e o transpor-
te de contaminante no aquifero, empregaram-se o
modelador de fluxo de &gua subterrdnea MO-
DFLOW (MCDONALD e HARBAUGH, 1988) e
0 modelador de transporte MT3DMS (ZHENG,
1990), respectivamente. A grade de diferenca-
finita representando o aquifero consiste em blocos
de 10 m?, 31 linhas e 46 colunas. Considerou-se
gue 0s pogos penetram toda a espessura do aquife-

ro confinado de camada Unica. A elevacdo do to-
po e da base da camada é fixada em 10 e 0, nesta
ordem. Modelou-se a fonte de contaminante como
um pogo de injecdo com taxa de 1 m¥dia, sendo a
concentracdo da agua injetada de 1000 ppm. As
figuras 3-a, 3-b, 3-c e 3-d, ilustram o processo em
uma a vista plana do aquifero com a fonte de con-
taminante simulando do transporte nos tempos (a)
0 dias, (b) 146 dias, (c) 292 dias e (d) 365 dias. As
linhas escuras indicam as fronteiras de carga
constante e o quadrado representa a fonte do con-
taminante. A pluma contaminante tende a seguir
na direcdo do fluxo, como pode ser visto nas figu-
ras.
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Figura 3 — Vista plana do aquifero com poco de inje¢&o e avango da pluma contaminante nos tempos (a) 0
dias, (b) 146 dias, (c) 292 dias e (d) 365 dias
Figure 3 — Flat view of aquifer with injection well and contaminant plume advance on (a) 0 day (b) 146

days (c) 292 days and (d ) 365 days

A equagdo 1 é aplicada para calcular a
massa restante relativa (RE) a partir da massa
restante (MR) e da massa inicial (MI).

Re=MR )

Ml

A equacdo 2 da o custo total (CT), que
considera os seguintes parametros: a;, 0 capital
por cada poco; az, 0 coeficiente de poténcia de
bombeamento; as, o coeficiente de custo de trata-
mento. Para este exemplo, a; é igual a $
10.800,00; a; é igual a 1,05; e a3 é igual a 2,14.

CT=2a,+a,(Q,+Q,)+a,(C,+C,) (2)
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As taxas de bombeamento nos pogos 1 e 2
sdo representadas respectivamente por Qi e Qg;
enquanto C: representa a concentracdo de massa
extraida no po¢o 1, e C, no poco 2.

Ao ativarem-se 0s pocos de bombeamen-
to, MR varia com a taxa de bombeamento dos
pocos durante 365. O comportamento da pluma
pode ser visto nas figuras 4-a (0 dias), 4-b (73
dias), 4-c (292 dias) e 4-d (365 dias). Os quadra-
dos opostos a fonte de contaminante representam
0s pocos de extracdo. Note-se que as linhas equi-
potenciais mostradas sdo apenas linhas referentes
aos respectivos dias, no intuito de faclitar a obser-

Aguas Subterraneas (2014) 28(1): 95-104.
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vacdo do movimento da pluma. Adicionalmente,
as distancias entre as linhas equipotenciais foram
configuradas no modo de apresentagdo do softwa-

re Processing Modflow © a fim de melhorar a
visualizacdo da figura.

(@)

(b)

()

(d)

Figura 4 — Avanco da pluma em dire¢do aos pogos de extragdo no cenario 2. (a) 0 dias, (b) 73

dias, (c) 292 dias e (d) 365 dias

Figure 4 — Plume advance toward extraction wells in scenario 2. (a) 0 day, (b) 73 days, (c)

292 days and (d) 365 days

Utilizou-se uma RNA para simular as sai-
das dos modeladores MODFLOW e MT3DMS e
gerar uma equagdo explicita, que é utilizada como
fungdo objetivo dentro do AE. A alternativa de
acoplagem do MODFLOW e do MT3DMS dire-
tamente no algoritmo foi preterida a fim de se
reduzir o custo computacional da aplicagdo. A
figura 5 apresenta o esquema.

MODFLOW

il

MT3DMS

aprendizado
para gerar RE

RNA

Os beneficios do uso de RNAs como si-
muladores ja foi demonstrado no artigo de Neela-
kantan e Pundarikanthan (1999), que utilizaram o
modelo para simular o balango hidrico de um
sistema de reservatorios de forma a reduzir o tem-
po de processamento computacional para obten-
cao de regras 6timas de operacdo de reservatorios.

simulacdo do fluxo

simulacdo do transporte de contaminante

minimizacao do

Figura 5 — Esquema de funcionamento do sistema de otimizac&o
Figure 5 — Sketch of optimization system working

RESULTADOS

Para calibragdo da RNA foi usado um
conjunto de dados constituido de 100 observa-
¢bes. Os dados foram divididos em duas metades,

Aguas Subterraneas (2014) 28(1): 95-104.

uma delas sendo utilizada para o treinamento da
rede e, a outra, para validagdo. Como critério para
avaliacdo do desempenho da RNA utilizaram-se

99



Redes Neurais Artificiais e Algoritmos Evolucionarios Multi-Populagéo na Otimizagéo Multi-Objetivo da Remediagdo de
Aguas Subterraneas

os indices de correlacdo (R) e bias (B). A correla-
¢do é responsavel pelo cdbmputo da variabilidade
de um certo numero de estimativas em torno do
valor real, enquanto o bias fornece um grau para o
qual dada estimativa é consistentemente maior ou
menor do que o valor verdadeiro. Um ajuste per-
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feito entre valores observados e estimados teria
R =1e B = 0. Latternmaier e Wood (1993) = for-
nece equacdes para o célculo desses indices. Um
comparativo entre os resultados da RNA e o0s
valores observados € apresentado na Figura 6.
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Figura 6 — Comparativo entre os resultados da RNA e os dados observados
Figure 6 — Comparison of ANN results and observed data

Observando a Figura 6, pode-se concluir
gue a RNA apresentou resultados altamente con-
fiaveis. Isto mostra o quanto as RNAs séo interes-
santes quando se trata de estabelecer modelos

RE{%)

Oy

ndo-lineares e para o ajuste de funcdes.

O gréfico da funcdo ajustada pela RNA,
que relaciona vazGes com porcentagem de conta-
minante retido, pode ser visto na Figura 7.

0,

Figura 7 — Gréfico da funcdo ajustada pela RNA
Figure 7 — Graph of function adjusted by ANN
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O algoritmo MINPGA — Multiple Island
Niched Pareto Genetic Algorithm — (PINNTO,
2009) foi aplicado ao problema de otimizacdo
descrito na segéo anterior. Esse algoritmo utiliza
um raio denominado ninho de Pareto para resol-
ver situacdes de conflito entre solugbes com o
mesmo ranking, considerando a distancia entre as
solugbes conflitantes para determinacdo do raio
(PINTO, 2009). O outro algoritmo é o sugerido
por Niu et al. (2006), MCPSO (Multi-Cooperative
Particle Swarm Optimization). A abordagem mul-
tipopulacdo é utilizada por ambos os algoritmos.
Os quadros 2 e 3 apresentam os parametros utili-
zados no MCPSO e do MINPGA, respectivamen-
te.

Quadro 2 — Pardmetros especificos do MCPSO
Square 2 — MCPSO specific parameters

As figuras 8 e 9 apresentam as solugdes
para RE versus CT encontradas pelo MCPSO e
MINPGA, nesta ordem.

De acordo com o explicitado pelas figuras
8 e 9, o nimero de solugBes geradas pelo MIN-
PGA é maior do que pelo MCPSO. O nivel de
remogéo do contaminante encontrado utilizando o
MCPSO varia entre 4% e 15%; enquanto que,
utilizando o MINPGA, obtém-se solugdes com
niveis de limpeza de 4% até 94%. Entretanto, isso
ndo significa necessariamente que o MINPGA
seja superior ao MCPSO, pois a natureza estocas-
tica desses métodos introduz algumas variabilida-
des na resposta provida pelos algoritmos (CAR-
RANO et al., 2011).

Parametro Valor Parédmetro Valor
Constante de aceleracéo 0.8 | Coeficiente de confianga no 1.9
grupo
Fator de inércia 0.7 | Velocidade maxima (0,1,..;01)
Coeficiente de 2.1 | Numero de Grupos-Mestre 1
autoconfianca
Namero de voos 100 | NUmero de Grupos-Escravo 3
Quadro 3 — Pardmetros do MINPGA utilizados em problemas bi-objetivos
Square 3 — MINPGA parameters for bi-objective problems
Numero de Populagdes 3 Raio de nicho *
Numero de solugdes iniciais por 80 Tamanho do torneio de 2
populacdo selecdo
Probabilidade de cruzamento 0.9 Probabilidade de mutagéo 0.001
Tipo de cruzamento e mutacdo aritmético Inicializacdo da populacéo Aleatéria
Trocas entre as ilhas por geracdo 1 Peso da solugéo via Aptidao

* variando com a posicao das solucGes conflitantes

Aguas Subterraneas (2014) 28(1): 95-104.
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MCPSO - Massa Restante Relativa vs Custo Total
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Figura 8 — Solu¢des encontradas pelo MCPSO com 100 voos
Figure 8 — Found solution with 100 flights of MCPSO

MINPGA - Massa Restante Relativa vs Custo Total
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Figura 9 — Solugdes encontradas pelo MINPGA com os parametros do quadro 3
Figure 9 — Found solutions with MINPGA parameters on square 3

DISCUSSAO E CONCLUSOES

Apresentou-se a solucdo de um problema as vantagens de se resolver o problema apresntado
de otimizagdo multi-objetivo da remediacdo de por meio de métodos evolucionarios em duas
agua subterrdnea em um sitio hipotético simples. modalidades relativamente novas: problemas mul-
A escolha de um sitio hipotético simples mostrou- ti-objetivo e algoritmos multi-populacéo.
se apropriada, uma vez que o objetivo era mostrar
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Conforme é possivel observar pela revisdo
bibliografica procedida, o problema pode ser
abordado por diversas técnicas, evidenciando a
eficacia das técnicas evolucionarias, bem como
a sua plasticidade. Ainda se pode enfatizar que,
de maneira geral, os AE multi-populacdo sdo
mais eficientes do que 0s seus correlatos uni-
populagéo, uma vez que o aumento da diversidade
genética e a troca entre populacdes diferentes
contribuem diretamente para a eficiéncia dos AE.

O uso de uma RNA em lugar de chamadas
diretas a0 MODFLOW e ao MT3DMS trouxe
ganhos de velocidade de processamento de ordem
exponencial. No entanto, como era esperado,
houve uma pequena perda de informagdo tanto
durante o processo de contaminagdo quanto apds
0S pocos iniciarem o0 bombeamento. Contudo, ndo
se considera esse fator como desabonador da me-
todologia empregada, desde que as solucdes pro-
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curadas por AE sdo sempre sub-6timas, sendo,
sem embargo, completamente aceitaveis como
resultados de técnicas estocésticas.

Finalmente, mostrou-se que os AE multi-
populacdo MINPGA e MCPSO constituem-se
boas alternativas para solucionar problemas de
otimizagdo com dois objetivos conflitantes, como
a minimizalgdo da pluma contaminante e a mini-
zacdo do custo de remediacdo sob a técnica bom-
bear-e-tratar. O custo de remediacdo 6timo deve
ser escolhido diretamente da frente de Pareto,
observada a restricdo sobre a quantidade final de
contaminante desejado, considerando que o nivel
de remogdo do contaminante no aquifero varia
entre 4% e 15% utilizando-se 0 MCPSO; e de 4%
até 96%, utilizando-se o MINPGA. Para conse-
guir reduzir o contaminante presente para cerca de
4% de sua massa inicial, o custo minimo estimado
pelo MINPGA é de cerca de $ 1.760.000,00.
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